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Özetçe —Bu bildiride, içerisinde eksik bilgi bulunan veri
kümesinin Uzun Kısa-Soluklu Bellek (UKSB) sinir ağları ile sıralı
bağlanımı çalışılmıştır. UKSB sinir ağını kullanan sıralı bağlanım
uygulamalarında veri kümesi genellikle eksiksiz olarak olarak
kabul edilir. Ancak, eksik veri problemi sıralı veri içeren gerçek
hayat uygulamalarında sıklıkla karşılaşılan bir sorundur. Bu
probleme çözüm amacıyla sunulan yöntemlerde eksik veri, sıralı
verideki örüntüyü yakalayacak derecede modellenememekte ve
bu yüzden yüksek performans artışları görünmemektedir. Bu
bildiride, eksik veri, bağlanımı gerçekleştiren UKSB ağı ta-
banlı sinir ağının kendisi tarafından modellenmekte ve bağla-
nım sırasında üretilen bu veri kullanılmaktadır. Gerçek hayat
uygulamalarından elde edilmiş sırlı veri kümeleriyle yapılan
deneylerde, önerilen algoritmanın geleneksel metotlar karşısında
üstün performans artışına sahip olduğu gözlemlenmiştir.

Anahtar Kelimeler—Uzun Kısa-Soluklu Bellek Sinir Ağları,
Eksik Veri, Sıralı Bağlanım, Tekrarlayan Sinir Ağları

Abstract—We study regression for variable length sequential
data suffering from missing samples and introduce a long short-
term memory (LSTM) based sequential regression algorithm. In
most sequential regression studies, one considers data sequence
is complete, i.e., does not contain any missing data. However,
the missing data problem appears in a large number of areas
such as finance and medical imaging. The remedies to resolve
this problem depends on certain statistical assumptions and
imputation techniques. However, the statistical assumptions does
not hold in real life and the imputation of artificially generated
inputs results in sub-optimal solutions. In our experiments, we
achieve significant performance gains with respect to the classical
algorithms.

Keywords—Long Short-Term Memory neural networks, Missing
Data, Sequential Regression, Recurrent Neural Networks

I. GİRİŞ

Bu bildiride, değişken uzunluktaki sıralı veri üzerinden
bağlanım problemi çalışılmıştır. Bu problemde, eksik bilgi
içeren veri sıralı olarak elde edilmekte ve bu veri ile il-
gili bilinmeyen bir sinyalin tahmini yapılmaktadır. Sıralı veri
içeren bağlanım uygulamalarında genellikle veri kümesinin
eksiksiz olduğu varsayımı yapılır [1]. Ancak, birçok gerçek
hayat uygulamasında çeşitli aksaklıklar veya maliyet sebebiyle

eksik veri ile karşılaşılmaktadır [2]. Ek olarak, çeşitli finans [3]
ve medikal görüntüleme [4] uygulamalarında düzgün olmayan
örnekleme kullanılmaktadır ve tür veriler eksik bilgi olarak
modellenebilmektedir [2].

Yapay sinir ağları, üstün modelleme kapasitelerinden dolayı
gerçek hayat uygulamalarında yüksek performans göstermek-
tedir [5]. Bir çok farklı sinir ağı mimarisi arasında geçmişten
gelen bilgiyi depolayan bellek yapısı ile tekrarlayan sinir ağları
(TSA), sıralı veri kümelerinin işlenmesinde sıklıkla kullanıl-
maktadır [5]. Basit TSA yapısı bir çok uygulamada zaman-
sal örüntüyü yakalayabildiği halde, uzun zamanlı örüntülerde
oluşan çok sayıda tekrarlanan çarpma işlemlerinden dolayı
gradyanların aşırı hızda büyümesi veya küçülmesi problemiyle
karşılaşırlar [6]. Bu sorunlara çözüm olarak, her biri özelleşmiş
bir göreve sahip düzenleyici yapılarla desteklenen bir tekrar-
layan sinir ağları olan uzun kısa-soluklu bellek (UKSB) ağları
ortaya çıkmıştır [6].

UKSB sinir ağları sıralı veri içeren uygulamaların ge-
nelinde üstün performans göstermesine rağmen eksik veri
bulunduran durumlarda önemli performans düşüşleri yaşaya-
bilmektedir [2], [7]. Literatürde, bu sorunların çözümü için
eksik olan verinin yerini bir önceki girdi vektörü [7] veya
sıfır vektörüyle [8] ile doldurma gibi çeşitli yerine koyma
teknikleri kullanılarak UKSB sinir ağı çalıştırılmıştır. Ancak bu
yaklaşımlar, yerine koyma vektörlerinin sıralı verideki örüntü-
den bağımsız olarak veya tam olarak modellemeyecek şekilde
seçilmesinden dolayı sınırlı bir performans artışı gösterir. Bu
problemlerin çözümü için, bu bildiride, doğrusal olmayan
bağlanım problemi üzerinden UKSB sinir ağlarının eksik veri
içeren sıralı veri kümesi ile öğrenimi eksik veri yerine sinir
ağı tarafından üretilmiş tahmin koyularak çalışılmıştır.

II. PROBLEM VE MODEL TANIMI

Bu bildiride, tüm vektörler sütun vektörleri olarak kulla-
nılmıştır. Vektörler küçük kalın harflerle gösterilmekte iken
matrisler büyük kalın harflerle temsil edilmektedirler.

Burada, X = [xt1 , . . . ,xtn ] ∈ X sıralı olarak elde
edilmektedir. xtk ∈ R

m girdi vektörünü, n ise X sıralı
verisinin uzunluğunu temsil etmektedir. X sıralı verisi belirli
bir örnekleme frekansıyla elde edilmiştir ancak içerisinde eksik
örnekler barındırmaktadır. Belirli xtk ’lar sıralı veri içerisinde978-1-7281-1904-5/19/$31.00 c© 2019 IEEE



bulunmamaktadır. Burada amaç, her tk anında, bu tk anına
kadar elde edilen girdi vektörleri tk anındaki hedef sinyali olan
ytk

arasındaki ilişkiyi öğrenerek ytk
için tahminde bulunmak-

tır. Burada, tk anındaki tahmini belirten ŷtk
, tk anına kadar

olan geçmiş ve şimdiki gözlemlerin ve hedef sinyallerin bir
fonksiyonu olarak ifade edilebilir:

ŷtk
= ft(xtk , . . . ,xt1 ,ytk−1

, . . . ,yt1). (1)

ftk(·), tk anındaki zamanla değişen ve uyarlanabilir tahmin
fonksiyonunu temsil etmektedir. Burada tk anında gelen girdi
vektörü xtk için üretilen tahmin olan ŷtk

için zarar l(ytk
, ŷtk

)
olarak gösterilmektedir. Toplam zarar ise tekil zararların tüm
veri kümesi üzerinde ortalaması olarak

L =
1

n

n∑

k=1

l(ytk
, ŷtk

) (2)

şeklinde tanımlanmaktadır.

Örneğin, kamera kullanılarak yapılan bir cisim takibi ve po-
zisyon kestirimi uygulamasında, xtk lar sıralı olarak gelmekte
ve takip edilen cismin üç boyutlu koordinatlarını barındırmak-
tadır. Burada, hedef cismin bir sonraki andaki pozisyonunu tah-
min etmektir, ŷ = xtk+1

. Bu uygulama için zarar fonksiyonu

ortalama kareli hata l(ytk
, ŷtk

) = 1
m

∑m
i=1(ytk,i

, ŷtk,i
)2,

şeklinde tanımlabilir. Kamera görüntü karesi kaçırdığında ve-
yacisim ile kamera arasına başka bir cisim girdiğinde ise
oluşan durum ise model tanımındaki eksik bilgiye karşılık
gelmektedir.

Burada sıralı tahmin etme algoritmasında tekrarlayan sinir
ağları (TSA) kullanılmaktadır. Basit TSA yapısı aşağıdaki
şekilde ifade edilmektedir:

htk = f(W hxtk +Rhhtk−1
)

ytk
= g(Ryhtk).

(3)

xtk ∈ R
m, tk anındaki girdi vektörünü, htk ∈ R

q durum vek-
törünü, ytk

∈ R
p ise çıktıyı temsil etmektedir. W h ∈ R

q×m

ve Rh ∈ R
q×q girdi ağırlık matrislerini, Ry ∈ R

p×q is çıktı
ağırlık matrisini belirtmektedir. f(·) ve g(·) lineer olmayan
noktasal operasyonlar yapan fonksiyonlardır.

Bu çalışmada, özel bir TSA yapısı olan UKSB sinir ağ-
ları kullanılmıştır. UKSB sinir ağı mimarisi en basit şekliyle
aşağıdaki denklemler ile modellenmektedir [6]:

ztk = g(W zxtk +Rzhtk−1
) (4)

itk = σ(W ixtk +Rihtk−1
) (5)

f tk
= σ(W fxtk +Rfhtk−1

) (6)

otk = σ(W oxtk +Rohtk−1
) (7)

ctk = itk � ztk + f t � ctk−1
(8)

htk = otk � g(ctk), (9)

Burada tk anındaki girdi vektörü xtk , çıktı vektörü htk , durum
vektörü ctk olarak gösterilmektedir. ztk blok girdi kapısını,
itk , f tk

ve otk ise sırasıyla girdi, unutma ve çıktı kapılarını
göstermektedir. Lineer olmayan aktivasyon fonksiyonları g(·),
h(·) ve σ(·) vektörler üzerinde noktasal bazlı işlemler ger-
çekleştirmektedirler. σ(·) sigmoid fonksiyonunu ifade etmekte
olup σ(x) = 1

1+exp(−x) şeklinde tanımlanmaktadır. � aynı

boyuttaki iki vektörün elemanlarının noktasal olarak (Hada-
mard) çarpımını ifade etmektedir. W i, W z , W f , W o ∈

ߪ ߪ
ߪ

݃
݃
+ ܿ

ℎℎ

ܿ

ݔ

UKSB Sinir Ağı Mimarisi

݋
݂݅ݖ

Şekil 1: UKSB sinir ağının iç yapısı.

R
q×m girdi ağırlık matrislerini, Ri, Rz , Rf , Ro ∈ R

q×q

tekrarlanan girdi ağırlık matrislerini ifade etmektedir. Burada,
formül gösterimlerini sadeleştirmek amacıyla yanlılık vektör-
leri bz , biz, bf , bo ∈ R

q girdi ağırlık verktörlerinin içerine
eklenmiştir. Burada, hedef sinyali olan ytk

’nın kestirimi

ŷtk
= W tkhtk (10)

şeklinde yapılmaktadır. W tk ∈ R
p×q UKSB sinir ağının

çıktısını kullanarak hedef sinyalin kestirimini yapan ağırlık
matrisini temsil etmektedir. Burada, W tk matrisinin eğitimi,
uygulamanın gereksinimlerine göre çevrimiçi veya toplu olarak
yapılabilmektedir.

III. EKSIK VERI ILE SIRALI BAĞLANIM ALGORITMASI

Klasik UKSB sinir ağı mimarisi düzgün şekilde örneklen-
miş sıralı veriyi işleyecek şekilde tasarlanmıştır. Eksik veriyi
veya düzgün olmayan örneklemeyi modelleyecek yapıları içer-
memektedir. Bu duruma çözüm olarak sunulan [9], [10] gibi
yapılar klasik UKSB sinir ağını, zaman bilgisini işleyecek ek
kapılarla genişletirler. Takip edilen bir diğer çözüm yolu ise
eksik veriyi yerine koyma metodu ile modellemektir. [7], [8]
eksik girdi vektörü yerine bir önceki girdi vektörünü veya sıfır
vektörünü koymaktadır.

Bu bildiride sunulan yerine koyma algoritması bir sonraki
vektörü tahmin etme uygulamalarında çalışmak üzere tasarlan-
mıştır. Önerilen algoritmada eksik veri, kestirim yapan UKSB
tabanlı sinir ağının çıktı vektörü olarak modellenmektedir.
Girdi vektörü xtk ’nın eksik olması durumunda girdi vektörü
olarak ŷtk−1

= x̂tk kullanılmaktadır. Önerilen eksik veri ile
kestirim metodu Algoritma 1’de gösterilmektedir.

Algoritma 1 Kendi Tahminini Yerine Koyma Tabanlı Bağla-
nım Algoritması

1: for k = 1 to n do
2: if xtk exists then
3: htk ⇐ UKSB(xtk)
4: else
5: htk ⇐ UKSB(x̂tk)
6: end if
7: x̂tk+1

= Whtk
8: end for
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Şekil 2: NYSE veri kümesi üzerinde kestirim performansı.

IV. SAYISAL ÖRNEKLER

Bu bölümde, önerilen kendi tahminini yerine koyma ile
kestirim algoritmasının geleneksel yöntemler karşısındaki per-
formansı New York Borsası (NYSE) [11], Elevators [12] gibi
farklı gerçek hayat veri kümeleri üzerinden değerlendirilmiştir.
Bu bölüm boyunca, kendi tahminini yerine koyma ile kestirim
algoritması KTY, bir önceki girdi vektörünü yerine koyma
algoritması ÖGY olarak gösterilmektedir. Bütün durumlarda
sinir ağları olasılıksal gradyan inişi (OGİ) algoritması [13] ile
eğitilmiştir.

Tamamen sıfırlardan oluşmuş bir vektörü eksik girdi vek-
törlerinin yerine koyma algoritması sayısal örnekler içersinde
değerlendirilmemiştir. Bunun nedeni, algoritma, verinin ken-
disinden veya uygulamadan hiç bir girdi almadığı için ön
işleme sırasındaki bir değişim algoritmanın performansında
büyük değişimlere sebep olabilmektedir. Örneğin, veri üze-
rinde düzgeleştirme işlemi yapıldığında ortalama vektörleri
sıfır vektörüne dönüştüğü için bu algoritma kullanıldığında
aynı zamanda eksik veri için ortalama vektörü yerine koyulmuş
olur. Bu durum sayesinde algoritmanın performansı iyileşme
gösterse bile verinin kendisinin devamlı veya ayrık olarak
dağılması gibi özellikler performansta farklılıklara sebep ola-
bilmektedir. Ek olarak, bu bölümde karşılaştırılan algoritmalar
veri kümesinin kendisinden bilgi alırken sadece sıfır vektörü ile
yerine koyma işlemi gerçekleştiren algoritma veri kümesinden
bilgi almamaktadır. Bu durum adil bir karşılaştırmanın önüne
geçeceği için sıfır vektörünü girdi olarak kullanan algoritma
sayısal örneklere konulmamıştır.

İlk olarak, New York Borsası (NYSE) veri kümesi kulla-
nılmıştır. Bu veri kümesinde IBM, HP, Ford gibi New York
Borsası’nda işlem gören 36 farklı şirketin 3 Temmuz 1962 -
31 Aralık 1984 tarihleri arasındaki 5651 günlük (22 yıl) borsa
işlem değerleri bulunmaktadır. 36 şirketin hisse değerleri gün-
lük olarak alınmakta ertesi günün hisse değerleri tüm şirketler
için tek bir sinir ağı tarafından tahmin edilmektedir. Burada,
girdi vektörü xtk ∈ R

36, girdi vektörünün boyutu m = 36
, hedef vektörü ytk

= xtk+1
∈ R

36, p = 36, şeklindedir.
Bu deney için eğitim ve test veri kümeleri günlerin ilk %60’ı
eğitim setinde, devamındaki %40’ı test setinde kalacak şekilde
oluşturulmuştur. İlk %60 ve sonraki %40 şeklinde ayrılıp
karıştırma işlemi yapılmamasının sebebi veri kümesinde sıralı
bilginin korunmak istenmesidir. OGİ algoritmasının öğrenme
hızı η = 0.001 olarak çarpraz-geçerleme ile {0.1, 0.01, 0.001}

0 50 100 150 200 250 300
0.89

0.9

0.91

0.92

0.93

0.94

0.95

0.96

0.97

0.98

O
rta

la
m

a 
Ka

re
li 

H
at

a

KTY-0.6
ÖGY-0.6
KTY-0.8
ÖGY-0.8

Şekil 3: Elevators veri kümesi üzerinde kestirim performansı.

arasından seçilmiştir. Aynı şekilde UKSB sinir ağında kulla-
nılan vektöürlerin boyutu {3, 5, 10} arasından q = 10 olarak
belirlenmiştir. Deneylerde, KTY ve ÖGY yerine koyma me-
totlarıyla kestirim algoritmaları sıralı verideki farklı eksiklik
oranları için karşılaştırılmıştır. Deneylerde, eksik veri her bir
örneğin eşit olasılık ile veriden çıkartılması ile oluşturulmuştur.
−0.1 ve −0.9 sırayla %10 ve %90 eksiklik oranlarını ifade
etmektedir. Şekil 2’de gösterilen sonuçlarda, eksik veri oranı
%10 iken algoritmaları çok yakın performans gösterdiği göz-
lemlenmiştir. %10 eksik veri oranı için bildiride sunulan metot
olan KTY algoritması ihmal edilebilecek düzeyde daha iyi per-
formans göstermektedir. Ancak, Şekil 2’de de görüldüğü gibi
eksiklik oranı %90 olduğu durumda algoritmalar arasındaki
performans farkları daha belirginleşmektedir. Bu sonuçlar ile
NYSE veri kümesi üzerinde, bildiride önerilen kendi tahminini
yerine koyma algoritmasının bir önceki girdi vektörünü yerine
koyma metotundan daha iyi performans verdiği görülmektedir.

Bunun dışında kullanılan bir diğer veri kümesi Elevators
veri kümesidir. Bu veri kümesi bir F-16 savaş uçağının kont-
rolü sırasında elde edilen 18 farklı özelliği ve bunlarla ilgili
bir hedef sinyali içermektedir. Yerine koyma algoritmasının
uygulamasında hedef vektörü ile girdi vektörünün aynı karak-
terde olması gereksinimi bulunması nedeniyle hedef sinyali
ek bir özellik gibi düşünülerek girdi vektörüne eklendi. Bu
durumda, veri kümesinde girdi vektörü xtk ∈ R

19, m = 19,
çıktı vektörü ytk

∈ R
19, p = 19, haline geldi. Bu veri kümesi

için de eğitim ve test veri kümeleri ilk %60’ı eğitim setinde,
devamındaki %40’ı test setinde kalacak şekilde kalacak şekilde
oluşturulmuştur. Çarpraz geçerleme ile OGİ algoritmasının
öğrenme hızı η = 0.001 ve UKSB sinir ağı vektörülerinin
boyutu q = 10 olarak sırasıyla {0.1, 0.01, 0.001} ve {3, 5, 10}
setlerinden seçilmiştir. Şekil 3’de −0.6 ve −0.8 sırasıyla
%60 ve %80 eksik veri oranını göstermektedir. Şekil 3’e
bakıldığında ilk olarak %80 eksik veri ile alınan sonuçların
%60 eksik veri ile alınan sonuçlardan daha iyi olduğu gö-
rülmektedir. Veri incelendiğinde, veri kümesinin örneklerini
elerken genel örüntüye uymayan örneklerin de elenmesinin
bu duruma sebep olduğu gözlemlenmiştir. Verilerin %80’i
elendiğinde kestirim yapılması görece daha zor olan örnekler
de elenmiş ve %60 durumuna göre daha tahmin edilebilir
örnekler kalmıştır. Ancak, algoritmaların birbirlerine göre olan
performansları NYSE veri kümesi ile yapılan deneylerin so-
nuçları ile paralellik göstermektedir. Veri eksikliğinin daha
az olduğu %60 deneyinde iki algoritmanın da kararlı durum



hatası birbirine yakın değerdedir. Yakınsama hızı açısından
ise bildiride önerilen KTY algoritmasının daha iyi performans
gösterdiği gözlemlenmiştir. Daha fazla eksik data barındıran
%80 deney sonuçlarında ise kararlı durum hatası bakımından
da, önerilen KTY algoritmasının daha iyi bir performansa
sahip olduğu belirlenmiştir.

V. SONUÇLAR

Bu bildiride, eksik bilgi barındıran sıralı veri kümesinin
UKSB sinir ağları ile sıralı bağlanımı çalışılmıştır. Gelecekteki
bir değerin tahminini amaçlayan uygulamalarda kullanılmak
üzere eksik veri yerine yeni bir girdi vektörü koyma algorit-
ması sunulmuştur. Algoritmamız, eksik verinin yerine koyacağı
girdi vektörünü sıralı verideki örüntüyü kullanarak tahmin
etmekte ve bu şekilde girdi olarak sinir ağına beslemektedir.
Bu durumda, eksik veri için yapılan tahmin zarar fonksiyonuna
etki etmezken, girdi olarak başka bir sinyalin tahmininde kul-
lanıldığı için gradyanları iletmektedir. Böylece sistem birden
fazla adımda tekrarlanan bir kestirim yapmaktadır. Yapılan
deneylerde klasik algoritmalara göre kestirim performansını
önemli şekilde arttırdığı gözlemlenmiştir.
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